6.6 Clasificación de Imágenes

Los valores de reflexión medidos en una imagen, dependen de las características locales de la superficie terrestre; en otras palabras, hay una relación entre la cobertura terrestre y los valores de reflexión medidos. Para extraer esta información de los datos de la imagen, deberá encontrarse esta relación. El proceso para encontrar la relación se llama  clasificación. La clasificación puede hacerse empleando una sola banda en un proceso de segmentación  por intervalos (sesity slicing), o usando varias bandas (clasificación multi-espectral).

6.6.1 Segmentación por intervalos

En teoría, es posible realizar una clasificación empleando una sola banda espectral de una imagen de percepción remota  por medio de la clasificación unibanda llamada segmentación por intervalos.

La segmentación por intervalos es una técnica por la cual los ND´s distribuidos a lo largo del eje horizontal del histograma de una imagen, se divide en una serie de subintervalos o tajadas especificadas por el usuario. El número de subintervalos y los límites entre ellos, depende de las diferentes coberturas terrestres presentes en el área. Todos los ND´s que caigan dentro de un intervalo dado en la imagen de entrada son desplegados usando un solo nombre de clase en el mapa de salida.

Se empleará la banda 3 del SPOT del área de Flevo Polder, cercana a Vollenhove en los países bajos.

En primer lugar, deben determinarse los rangos de los valores de los ND´s que representen los diferentes tipos de cobertura. En segundo lugar, deben crearse u dominio de Group con los límites de los subintervalos, nombre, colores y códigos.
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Clase de Cobertura
Valores de los ND´s de la banda 3 DS de Spot

Agua
 

Tierra
                                 

                                 Tabla 6.14 Valores de los ND por clase de la Banda 3 de SPOT

Por interpretación visual de la reflectancia espectral de las clases de cobertura en la banda 3, se observan diferencias con respecto a sus tonos grises. La segmentación por intervalos solos dará resultados razonables, si los valores de los Nd    de las clases de cubiertas no se sobreponen entre si, como se indica en la fig. 6.18.
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                          Fig. 6.18: Distribución de clases de cobertura terrestre sobre un rango digital
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En la Fig. 6.18, es posible hacer una clara distinción entre la cubierta de tipo A y las cubiertas de tipo B/C (subintervalotajada con el mínimo en la posición ND 1), porque la distribución de los pixeles sobre el rango digital es diferente de la cubierta tipo B y C. Si se estudia la distribución de los tipos de cubierta B y C, 

puede observarse una sobreposición. Para discriminar entre  B y C son posibles varias opciones, pero  todo resultará en una asignación incorrecta  de subintervalo. Para clasificar la clase de cubierta B, el subintervalo ND1 a ND2 incluirá los más bajos valores de los ND de C y los más altos valores de los ND de B se excluirán. Para incluir todos los pixeles pertenecientes a B, la asignación del subintervalo irá de ND1 a ND4. Esta asignación de subintervalo está incluyendo aún más pixeles de los que pertenecen a la cubierta clase C. Cuando se trate de clasificar C, ocurrirán los mismos problemas.

Antes de ejecutar la operación Slicing, es útil en primer lugar, aplicar un método que muestre el mapa como si estuviera clasificado, manipulando la Representación.
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La representación puede editarse y mostrarse el resultado sobre  la pantalla (usando el botón de redibujar en la ventana-mapa, sé redibujará el mapa con la representación actualizada). Esto permite seleccionar interactivamente los mejores límites para la clasificación. Ahora usted hará la clasificación real, usando la operación Slicing.

Ahora se hará una clasificación usando la operación Slicing.

Se abrirá el Editor Domain Group. Para dominio de grupo, usted puede entrar u límite superior, un nombre y un código para cada clase/grupo. Este se usará para contar en subintervalos o clasificar el mapa raster spotb3. Los límites superiores y nombre de grupos, dados en la tabla 6.14, se usarán en este ejercicio.


Cuando usted crea u dominio de grupo, también se crea la representación. Es posible editar los colores de los grupos/clases de salida del editor Domain Group Editor o abriendo la Representación, para editar la representación.


Se abrirá la caja de diálogo Display Options – Raster Map



Cuando usted crea un dominio de grupo, una representación es creada también. Es posible editar los colores del grupo de salida desde el editor dominio de grupo o abriendo la representación en el catálogo, para editar la representación.

Si usted no esta satisfecho con los resultados, ejecute nuevamente el procedimiento con un nuevo conjunto de límites o editando los subintervalos existentes.

6.6.2 Estiramiento Lineal por partes

De la misma manera descrita en el ejercicio de rebanada interactiva, usted también puede realizar un estiramiento lineal por partes de las imágenes creando una nueva presentación, mientras que en la rebanada interactiva utilizamos los valores de límites “superiores” (figura 6.19 129), para el estiramiento lineal por partes utilizaremos la opción de “estirar” entre límites (figura 6.19 der.).


Fig. 6.19 Método límite superior (izq.) Método estirado (der.)

El estiramiento lineal por partes de contraste es similar al estiramiento lineal de contraste pero la interposición de línea de los valores de salida se aplica entre los valores DN definidos por  el usuario, este método es útil en el mejoramiento de cierto tipo de cobertura, por ejemplo agua.


6.6.3 Clasificación Multi-espectral de Imágenes

La clasificación multi-espectral de imágenes, se usa para extraer información temática de las imágenes de satélite de manera semi-automática. Existen diferentes métodos para clasificar imágenes: algunos de ellos basados en la teoría d la probabilidad. Mirando un pixel de una imagen en M bandas simultáneamente, se observan M  valores al mismo tiempo. Usando imágenes multi-espectrales de SPOT, serán dados tres valores de reflexión por pixel. Por ejemplo (34,25,117) en un pixel, en otro (34,24,119) y en un tercero(11,77, 51). Estos valores encontrados para un pixel e varias bandas son llamados vectores de características (feature vectors). Puede reconocerse que los primeros dos conjuntos de valores son completamente similares y que el tercero es diferente de los otros dos. Los dos primeros probablemente pertenezcan a la misma clase (cubierta) y el tercero pertenezca a otra completamente diferente.

En la jerga de la clasificación, es muy común llamar las tres bandas “características (features)”. El término característica en lugar de bandas es muy empleado porque es muy usual aplicar transformaciones a la imagen, antes de la clasificación. Estas se llaman “transformaciones (características feature transformations), sus resultados “ características derivadas (derived features)” Por ejemplo: Componentes Principales, transformaciones HSI, etc. 

En un pixel, los valores en las (tres) características pueden ser considerados como componentes de un vector tridimensional, el vector de características. Tal vector puede dibujarse en el espacio tridimensional, llamado espacio de características. Los pixeles pertenecientes a la misma clase (cubierta) tienen características similares y estarán uno cerca del otro en el espacio de características, sin tener en cuenta que tan lejos están de otro e el terreno o en la imagen. Todos los pixeles pertenecientes a determinada clase formarán (con optimismo) un grupo en el espacio de características. Sin embargo, se espera que otros pixeles pertenecientes a otras clases, caigan fuera de este grupo (pero en otro grupo, perteneciente a aquella otra clase).

Existen  u gran número de métodos de clasificación. Por tomar algún orden, la primera distinción esta entre clasificación no supervisada y supervisada. Para aplicaciones con imágenes de satélite, generalmente el segundo se considera más importante.

Para hacer el trabajo clasificatorio con clases temáticas (en vez de espectrales) debe tenerse  algún “conocimiento” acerca de la relación entre clases y vectores de características.

Teóricamente, esto puede hacerse con la base de datos que almacene las relaciones entres las clases (temáticas) y los vectores de características. Es tentador asumir que en el pasado, bastantes imágenes de cada clase de sensor hayan sido analizadas, y que por eso se conocen las características espectrales de todas las clases relevantes. Esto significaría, por ejemplo. Que un pixel on vector característico (44,332,81) en una imagen SPOT multi-espectral siempre sería hierba, mientras que el pixel (12,56,49) siempre sería bosque.

Desafortunadamente, los vectores de características observados en una imagen en particular, están influenciados por una gran cantidad de otros factores exógenos que cubren la tierra, tales como: Condiciones Atmosféricas, ángulo solar (como funciona de latitud/tiempo de día/fecha y como una función del relieve en el terreno), tipos de suelo, humedad del suelo, etapa de crecimiento (vegetación), viento (afectando) la orientación de las hojas, etc. Los problemas que encontramos cuando tratamos de tener en cuenta todas estas influencias varían de “realmente fácil” a “prácticamente imposible”, al menos gran cantidad de datos adicionales (MED´s mapas de suelo, etc.) serán requeridos.

6.6.3. Muestreo

Para los métodos de clasificación más ampliamente usados, el proceso es dividido en dos fases de entrenamiento, donde el usuario “entrena” al computador, asignando un número limitado de pixeles a las clases a considerar en la imagen en particular, seguida por una fase de asignaciones (decisión), donde el computador asigna todos los otros pixeles de la imagen a una de las clases previamente definidas “mirando” para cada pixel cual de los pixeles de las clases entrenadas es el más parecido.

Durante la fase de entrenamiento, las clases a considerar se definen previamente. Se hace necesario alguna “verdad terreno” de cada clase. Un número de lugares en un área de la imagen que se sepa pertenecen a esta clase. Este conocimiento, en lo posible, deberá ser adquirido de antemano, por ejemplo como resultado de un trabajo de campo, o de un mapa existe (asumiendo que en algunas áreas los miembros de la clase no ha cambiado desde que se produjo el mapa). Si está disponible la verdad de terreno, las muestras de entrenamiento (pequeñas áreas o pixeles individuales) se indican en la imagen y se marcan con el correspondiente nombre de clase.

Debe crearse un conjunto de muestras en que se consideren los datos relevantes de las bandas de entrada (lista de mapas), clase de cubierta (código de dominio) y antecedentes de la imagen para seleccionar las áreas de entrenamiento a considerar. El mapa que se presenta debajo de la información de verdad terreno, como también las clases de cubierta a considerar. Las imágenes usadas en este ejercicio son SPOT del área de Flevo Polder, países bajos.

Banda 1 del SPOT XS: Spotb1

Banda 2 del SPOT XS: Spotb2

Banda 3 del SPOT XS: Spotb3

Como  la selección de las áreas de entrenamiento se hace sobre una composición de color, está deberá ser creada de antemano. Cambie el dominio de Spotb3 a image con properties, oprimiendo el botón derecho del mouse.


Usted puede guardar la composición de color como un mapa de vista.

Con los siguientes pasos se creara un conjunto de muestras el cual se empleará para el procedimiento de muestreo.

Nombre Clase
Código

Agua
w

Bosque
f

Cultivo 1
gl

Cultivo 2
C1

Cultivo3
C2

Pradera
C3

Tabla 6.15 Clases de Cubiertas terrestres en el conjunto de muestras para una clasificación supervisada de 

                   una imagen.


La composición de color Spotcc será desplegada en una ventana-mapa. Para seleccionar los pixeles de entrenamiento (pixeles testigo) y asignarlos a una clase, tendrá que hacer Zoom in


(Continuar con traducciòn al español de texto de ingles anexo)

Se desplegarán dos ventanas. Una ventana-mapa mostrando el mapa de fondo (ventana titulada: Sample Set Editor, Spotclass) y una ventana que muestre las estadísticas de la muestra (ventana titulada: Sample Statics). Durante el procedimiento de muestreo. Consulte también el mapa topográfico de la región Flevoland, mostrado en la Fig. 6.8

La ventana de Sample Statistics contiene el código y nombre de las clases seleccionadas así como el número de bandas empleadas. Para la clase seleccionada se muestran las siguientes estadísticas de cada banda:

· Media de los pixeles (Mean)

· Desviación estándar de los pixeles testigo (StDev)

· Número de pixeles que tienen el valor moda (Nr)

· Valor del pixel moda (Perd)

· Número total de pixeles seleccionados (Total).

                                  Fig. 6.19:Ventana de estadísticas de la muestra agua

Despliegue de espacios de características

Las clases pueden dibujarse con distintos colores en el espacio de características (Feature Space), lo cual permite determinar si las clases pueden realmente distinguirse espectralmente y si cada clase corresponde a solo un grupo espectral (sino, es aconsejable crear subclases que pueden unirse después de finalizada la clasificación). Después de haber hecho el entrenamiento, el espacio de características con las muestras entrenadas aparecerá como en la Fig. 6.20, que muestra ejemplos bi-dimensionales. El número de muestras de entrenamiento estará entre 30 y algunos cientos por clase, dependiendo del número de características y de la regla de decisión (fase de asignación) que sé ira a aplicar.

El espacio de características es un gráfico que muestra los valores de los ND´s de una banda dibujados con relación a otra. Para ver el espacio de características.


Probablemente usted vea traslape o sobreposición entre algunas clases en algunos espacios de características.

Que puede decir acerca de la desviación estándar para el área urbana y como puede explicarse?

6.6.4 Clasificación

Esta es la tarea que debe elaborar el algoritmo de la regla de decisión para llevar a cabo un particionamiento del espacio de características de acuerdo con nuestras muestras de entrenamiento. Para todo posible vector de características en el espacio de características. El programa debe decidir cual de los conjuntos de los pixeles de entrenamiento tiene su vector de características mas parecido. Después. El programa elabora el mapa de salida donde cada píxel de la imagen esta asignado a una  marca de clase, de acuerdo con la partición del espacio de características. Algunos algoritmos son capaces de decidir que vectores de características  en ciertas partes del espacio de características no son similares a alguna de las clases entrenadas. Ellos asignarán aquellos pixeles de la imagen a una clase llamada “ desconocida”. En caso que el área efectivamente contenga clases que no fueron incluidas en la fase de entrenamiento, el resultado “ desconocida” es probablemente más realista que “suponer a la loca”.

Encontrar la relación existente entre las clases y los  vectores de características no es tan trivial como parece. Por lo tanto, se emplean varios algoritmos con reglas de decisión particulares: ellos son diferentes en el modo de particionar el  espacio de  características. Tres de ellos son: 

Clasificador del paraleípedo.  Es el método de  clasificación más simple: en un espacio bi-dimensional, se crean rectángulos alrededor del vector de características de entrenamiento  para cada clase, 3-D son caja (paralepipedo). La posición y tamaño de las cajas puede ser “ exactamente alrededor” de los vectores de características (método Min-Max) o de acuerdo con el vector de las medias (este será el centro de la caja) y la desviación estándar del vector de características, calculados separadamente por característica (esta determina el tamaño de la caja en esa dimensión). En ambos casos, al usuario se le permite cambiar los tamaños entrando un “ factor de multiplicación”. En las partes donde las cajas se sobreponen, es usual establecer la prioridad para la caja más pequeña. Los vectores de características de la imagen que caen fuera de todas las cajas serán asignados  como “ desconocidos”.

Clasificador de la mínima distancia a la media. Primero se calcula para cada clase entrenada el vector de las medias de los vectores de características. Luego, el espacio de características es particionado dando a cada vector de características la marca de clase del vector de medias más cercano, de acuerdo con la métrica Euclidiana. Usualmente se pide especificar una distancia umbral máxima. Si la media más cercana es mayor al umbral, se asume que ninguna de las clases es lo bastante similar y el resultado será asignado como: “desconocido”.

Clasificador Gaussiano de Máxima Verosimilitud. Asume que los vectores de características de cada clase están (estadísticamente) distribuidos de acuerdo a una “ función de densidad de probabilidad normal multi-variada”. Las muestras de entrenamiento son usadas para estimar los parámetros de la distribución. Los  límites entre las diferentes particiones en el espacio de características se colocan donde la decisión cambie de una clase a otra. Ellos son los llamados límites de decisión.

En este ejercicio, serán detectados diferentes tipos de cubiertas terrestres en el área implementando una clasificación supervisada, usando el conjunto de muestras preparada en el ejercicio anterior sobre muestreo. La salida será un mapa con Dominio tipo Clase, representando unidades de cobertura-terrestre en el área.

Cuatro de las técnicas corrientes para clasificar imágenes son:

1) Clasificador del paralelepípedo.

2) Clasificador de la Mínima  Distancia

3) Clasificador de la Distancia Mahalanobis y

4) Clasificador de Máxima Verosimilitud

Cada clasificador usa un conjunto de muestras. Sólo el procedimiento de clasificar la imagen es diferente en cada caso.
Clasificador del paralelepípedo

Este clasificador usa rangos de clases determinados por los valores de los NDs observados en el conjunto de entrenamiento. Estos intervalos forman espacios rectangulares o cajas: por eso el nombre de clasificador de caja o paralelepípedo.

Teniendo muestreado una cantidad representativa de pixeles por clase. Los valores de la media de los ND de la clase son usados, junto con la desviación estándar de la muestra y un factor de multiplicación, para determinar el ancho de  la caja. Los límites  de la caja son definidos por el producto de la desviación estándar y el factor multiplicador.

Un píxel que no caiga dentro de una caja no es clasificado. Si un píxel esta dentro de dos o más cajas sobrepuestas, el píxel es asignado a la clase de la caja más pequeña  que lo contiene.

En este ejercicio se usan las bandas SPOT de la imagen de Flevo Polder. Países  Bajos:

Banda 1  SPOT XS: Sporb1

Banda 2  SPOT XS: Sporb2

Banda 3  SPOT XS: Sporb3

Cuando ejecutamos el clasificador de cajas, las diferentes clases de coberturas terrestres en el área serán detectados por implementación de una regla de clasificación programada, usando un conjunto de muestras especificado. El mapa de salida será un mapa con clases que representan las unidades de cobertura terrestre en al área. El conjunto de muestras, a ser usado, es el creado en el ejercicio de Muestreo.


Pueden usarse otros clasificadores:



Evaluación de los resultados clasificados

El resultado final es comparado con los valores originales de  las bandas 1, 2 y 3 de la imagen SPOT. Para coberturas terrestres más homogéneas y complejas los resultados pueden compararse con las bandas originales.

Para tener una mejor idea en conjunto de la exactitud de la clasificación, se empleará un conjunto de prueba que contiene datos adicionales de verdad terreno que no han sido empleados en la fase de entrenamiento. Cruzando el conjunto de prueba con la imagen clasificada en una matriz de confusión, se establece un método para valorar la exactitud de una clasificación.

No se recomienda usar el mismo mapa de muestras para la clasificación y la valoración de la exactitud, porque esto producirá valores demasiados optimistas.

Operaciones de Post-clasificación

La clasificación final puede no reunir totalmente los resultados esperados. Puede deberse a sobre posición espectral en el conjunto de muestras, o porque el clasificador no fue entrenado suficientemente. Si este es el caso, el proceso de clasificación deberá repetirse, incorporando más clases espectrales por ejemplo. Para mejorar los resultados de la clasificación usted puede definir subclases cuando en la clase de distribución bimodal o la desviación estándar/varianza presentan un gran valor, Después del proceso de clasificación estas clases pueden unirse de nuevo, Si los resultados obtenidos aun no están de acuerdo con lo esperado, pude considerarse la incorporación de información auxiliar no espectral puede considerarse, por ejemplo información de elevación puede ser útil  para distinguir ciertos tipos de bosque.

En una  imagen clasificada aparecen pequeñas áreas formadas por unos pocos pixeles (los cuales han sido asignados a otra marca de clase), comparados con las grandes áreas alrededor clasificadas de manera homogénea. También aparecen pixeles individuales sin clasificar en la imagen clasificada. Si hay, por ejemplo, es necesario integrar los resultados con otros conjuntos de datos, un gran número de pequeñas unidades individuales no podrán ser representadas apropiadamente en el mapa. Para burlar estos problemas la imagen clasificada puede generalizarse a fin de suprimir estas pequeñas áreas individuales. Los filtros espaciales son un medio para llevar a cabo este objetivo, por ejemplo, los pixeles individuales pueden ser asignados a la clase con la mayoría de los pixeles de su alrededor.

Filtros modal y modal cero

Un filtro puede ser aplicado es el filtro modal. Este filtro selecciona el valor de la moda (el de mayor ocurrencia)entre el píxel y sus 8 vecinos. El filtro modal cero selecciona sólo el valor de la moda si el píxel central es cero, así que los pixeles aislados y no clasificados se suprimen y se asignan a la clase circundante.


Estas operaciones  post clasificatorias deben usarse con cuidado, Para algunas aplicaciones, esas pequeñas áreas pueden tener gran relevancia. Puede llevarse a  cabo una mayor generalización si el filtro modal es aplicado varias veces.

6.6.5 Clasificación No-supervisada (clustering)

Una manera de ejecutar una clasificación es dibujando todos los pixeles (todos los vectores de características) de la imagen en un espacio de características, y luego analizar el espacio y agrupar los vectores de características en conglomerados (cluster). En nombre de este proceso es clasificación no supervisada. En este proceso no se tiene conocimiento “temático” de los nombre de las cubiertas terrestres, tales como poblaciones, carreteras, cultivos, etc. Lo que debe hacerse, es averiguar que es lo que aparece allí. Por ejemplo 16 “cosas” diferentes en la imagen y dar este número (1 a 16). Cada una de estas “cosas” son llamadas clases espectrales. El resultado será un mapa raster en el cual cada píxel tiene una clase (de 1 a 16), de cuerdo al conglomerado en el cual el vector de características de la imagen del píxel correspondiente pertenezca.

Después de analizado el proceso, el usuario deberá encontrar la relación entre clases espectrales y temáticas. Es muy posible, descubrir que una clase temática está repartida en varias espectrales, o peor aún, que varias clases temáticas terminaron en el mismo conglomerado.

Existen varios algoritmos de clasificación no supervisada (clustering). Usualmente. No son completamente automáticos; el usuario deberá especificar algunos parámetros tales como el número de conglomerados (aproximadamente) que desea obtener, el tamaño máximo para el conglomerado (en el espacio de características), la mínima distancias que será permitida entre los diferentes conglomerados (también en el espacio de características), etc. El proceso “construye” los conglomerados escudriñando la imagen típicamente cuando un conglomerado comienza a hacer mas más grande que el tamaño máximo, este se divide en dos conglomerados, por otro lado, cuando dos conglomerados están cercanos uno del otro y a una distancia menor que la mínima especificada, estos serán unidos en uno sólo.


Resumen: Clasificación de Imágenes

Para extraer información de las imágenes de satélite, debe encontrarse la relación entre los valores de píxel y los tipos de cobertura terrestre, el proceso de encontrar la relación se llama clasificación.

Segmentación por intervalos es una técnica en la cual los NDs distribuidos a lo largo del eje horizontal en el histograma de una imagen, son divididos en una seria de sub-intervalos especificados por el usuario. La segmentación por intervalos solos para resultados favorables, si los valores de los NDs de las cubiertas no se sobreponen uno con  otro.

Clasificación multi-espectral de imágenes se usa para extraer información temática de las imágenes de satélite de una manera semiautomática. Los valores de un píxel en cada una de las bandas son llamados vectores de características, tal vector puede dibujarse en un espacio bi o tri-dimensinoal, llamado espacio de características. Los pixeles pertenecientes a la misma clase(cobertura terrestre) y que tienen características similares estarán unos cerca de otros en el espacio de características. Para hacer que el clasificador trabaje con clases temáticas (en lugar de espectrales), deberá tenerse algún “conocimiento” acerca de la relación entre clases y los vectores de  características.

El proceso de clasificación se divide en dos fases: la fase de entrenamiento, donde el usuario “entrena” al computador, asignando un numero limitado de pixeles (testigo) que pertenecen a una clase para esta imagen en particular, seguida por la fase de asignación (toma de decisión), donde el computador asigna a una marca de clase todos (los otros) pixeles de la imagen, mirando para cada píxel cual de las clases entrenadas es la más parecida.

Para cada clase necesaria la “verdad terreno” un número de lugares en el área de la imagen que se conoce a que clase pertenece. Esta es la tarea del algoritmo de toma de decisión para particionar el espacio de características, de acuerdo con nuestras muestras de entrenamiento, para todo posible vector ce características del espacio de características. El programa deberá decidir cual de los conjuntos de pixeles entrenados es el mas parecido al vector de características. Después el programa dará un mapa de salida donde cada píxel de la imagen esta asignado a una marca de clase, de acuerdo con la partición del espacio de características.

Se emplean varios algoritmos de toma de decisión: clasificador del paralelepípedo, clasificador de la mínima distancia a la media y clasificador Gaussiano de máxima verosimilitud.

Clasificación no Supervisada. Una manera de ejecutar una clasificación es dibujar todos los pixeles (todos los vectores de características) de la imagen es un espacio de características, y luego analizar el espacio de características ya agrupar los vectores de características en conglomerados (clusters). En este proceso no hay conocimiento acerca de los nombres “ temáticos” de las clases de cobertura terrestre. El usuario deberá especificar algunos parámetros tales como: el número de conglomerados (aproximadamente) que desea obtener, el máximo tamaño del conglomerado (en el espacio de características) la mínima distancia que se  permitirá entre los diferentes conglomerados (también en el espacio de características).




Despliegue  la imagen Spotb3


Muévase a través de la imagen anote en la tabla 6.14 de abajo los valores de agua y tierra. Si es necesario haga Zoom in, seleccione también algunos pixeles a lo largo de la frontera agua/tierra








Dé doble click al mapa raster Spot3. Se abrirá la caja de diálogo Display Options. Dé click al botón Create próximo a la caja-lista Representation. Se abrirá la caja de diálogo Create Representation.


Escriba Spotb3 para Representation name. Dé click a Ok. Se abrirá el Editor Representation Value.


Abra el menú Edit y seleccione Insert Limit. Se abrirá la caja de diálogo Insert Limit. Entre el límite inferior que escribió en la tabla 6.14 para agua y seleccione el color azul (blue). Haga lo mismo con el superior.


Inserte el otro límite inferior mostrado en la tabla para tierra y para este seleccione el color verde (green). Haga lo mismo con el superior.


Abra la caja de lista y de click  y seleccione Stretch entre los dos límites. 


Seleccione  Upper. Haga lo mismo para el otro.


Click al boton Redraw, en el mapa de la ventan, para ver la nueva representación


Cuando este satisfecho, cierre el editor de valore de representación.





Clic en Show en la caja de diálogo de Slicing. Se desplega la opción del mapa raster.


Acepte por defecto los demás parámetros y clic OK.


En el mapa de la ventana abra la información de pixel y compare los valores del mapa original con los nombres en el mapa clasificado.


Cierre el mapa después de realizar el ejercicio.








Doble clic en la operación Slicing en la lista de operaciones. Se abre la caja de diálogo del mapa Slicing.


Seleccione Spotb3 de la caja-lista Raster Map


Escriba Slices en la caja de texto de Output Raster Map.


Escriba clasificación de la imagen Spot en la descripción de la caja de texto.


Clic al botón Create Domain. Se abrirá la caja de diálogo Create Domain.


Escriba Slices en la caja de texto de Domain name.


Asegúrese de seleccionar la opción Class y habilitar la caja Group


Acepte los valores por defecto haciendo click a cada botón Ok. De esta caja de diálogo.








Abra el menú Edit del editor Domain Group y seleccione Add Item  se abrirá la caja  de diálogo Add Domain Item.


Escriba el valor superior para el agua de la tabla 6.14 en la caja de texto de Upper Bound


Escriba agua en la caja de texto  de Name. El uso del código es opcional. Este no será empleado ahora.


Click a }Ok


Presione Insert Key del teclado para entrar al siguiente límite superior y nombre (el de tierra en este caso)








Abra el menú Edit del Editor Domain Group y seleccione Representation








Aparece el editor de la representación de clases, mostrando los grupos/clases que están presentes en el dominio con diferentes colores


Doble clic a la caja de color en el editor y seleccione un color pre-definido o cree usted uno.


Salga del editor de la representación  de clases cuando usted este satisfecho con los colores.


Salga del editor de grupo.











Cree una composición en falso color estándar usando la siguiente asignación: Rojo-Spotb3, Verde-Spotb2, Azul-Spotb1, 








En el mapa principal desde el menú selecciones Create Sample Set.


En la caja de diálogo de Sampling ingrese Spot-classes, para el nombre de Sample Set.


Cree un dominio para las clases a ser muestreadas seleccionando el botón Create Domain. Se desplegará la caja de diálogo Create Domain.


Entre Spot-classes para el Domain name. Click sobre Ok. Y se abrirá el Editor Domain Class


En el Editor Domain Class, del menú Edit, seleccione Add Item. Se desplegará la caja de diálogo Add Domain Item. 


Entre el nombre Bosque y el código: F. Click a Ok. Repita esto para todas las clases a ser muestreadas. Una lista se da en la tabla 6.15. Posteriormente pueden adicionarse otras clases.








Después de haber entrado todas las clases, seleccionando Representation del menú Edit (en el Editor Domain Class, abra el Representation Editor. Seleccionando cada clase con doble click y seleccione un color de lista de colores o defina un color por mezcla de rojo, verde y azul.


Después que usted haya finalizado, cierre el editor Representation Class y el Editor Domain Class, para retomar a la caja de diálogo Create Sample Set.


El mapa de lista creado antes es llenado.


Clic OK en la caja de diálogo Create Sample.








Click a Aceptar en la caja de mensaje del pixel Editor que muestra el mensaje “Please Zoom in to edit”








Aplique zoom in en un área que contenga agua. Seleccione los pixeles testigo presionando el botón izquierdo del mouse y arrastre el cursor. Cuando suelte el botón del mouse, las estadísticas de la presente selección de pixeles se muestra en la ventana Sample Statistics. Current Selection (Fig. 6.19)


Click con el botón derecho del mouse para dar a conocer el menú de contexto-sensitivo y seleccione Edit, Seleccione la clase apropiada de la lista (A:Agua). Una vez adicionada está selección a la clase (click a Ok.), las estadísticas de la clase total se muestran en la parte superior de la tabla.


Uno puede comparar las estadísticas de la muestra con las estadísticas de la clase, seleccionando la clase deseada de la lista de clases


Repita el procedimiento de muestreo para muestras de Agua y continúe mostrando las otras definidas de cubiertas terrestres.


Si una clase de cubierta no ha sido definida, es decir, no aparece e la lista de clases, deberá crearse esta nueva clase seleccionando (new) en la ventana Edit.


Adicione la nueva clase (Name: Urbano. Code U) Elija el color y tome muestras de esta clase.








Click al botón Display a Feature Space de la barra de botones de la ventana-mapa. Se abrirá la caja de diálogo Feature Space.


Seleccione dos bandas para que el espacio de características pueda crearse. Seleccione Spotbl para el eje horizontal (Banda 1) y Spotb2 para ek eje vertical (Banda 2). Click a Ok. Se desplegará el espacio de características.


Emplee otras combinaciones de bandas para desplegar otros espacios de características.











Dé Doble Clic a la operación Classify de la Lista-de-Operaciones. Se abrirá la caja de diálogo Classification.


Seleccione Spotclas para Sample Set y seleccione Box Classifier como Classification Meted. Acepte el calor por defecto para Multiplication Factor. Dé Boxclas para Output Raster Map name. Seleccione Show y dé clic a OK. Empezará a realizarse la clasificación.


Una vez realizada la clasificación, despliegue  el resultado dando OK a la ventana Display Options.


Repita el mismo procedimiento usando un factor de multiplicación mayor (Por ejemplo 2.5).


Compare visualmente los resultados con el mapa clasificado usando el valor por defecto para el factor de multiplicación.








Realice otra clasificación usando el método de Minimun Distance con umbral de 50. Compare estos resultados con el mapa clasificado por el método de paralelepípedo.


Cierre la ventana-mapa  cuando haya finalizado el ejercicio.








Despliegue el mapa topográfico Polder. Asegúrese que este georeferenciado. Verifique esto mismo para las bandas SPOT.


Abra la ventana de información de píxel del ILWIS y adicione los mapas Spotbl, Spotb2, Spotb3 y Boxclas.


Evalúe por pixeles las diferentes clases de cobertura definidas y el resultado de su clasificación.


Cierre las ventanas-mapa y la de información de píxel.





Dé doble clic a la operación Filter de la Lista-de-Operaciones. Se abrirá la caja de diálogo Filtering.


Seleccione la imagen clasificada Boxclas como la entrada de Raster Map. Seleccione el filtro tipo; Majority y el nombre de filtro: Majority.


Entre major como  nombre para Output Raster Map y use el dominio dado por defecto. Slecciones Show y de Clic a OK. Se creará el mapa Major. Acepte los valores por defecto de la caja de diálogo Display Options.


Despliegue también la imagen clasificada originalmente (Boxclas) y compare ambas imágenes.








Dé doble clic a la operación Cluster de la Lista-de-Operacinoes. Se abrirá la caja de diálogo Clustering. Slecciones Spotb1, Spotb2 y Spotb3. Use el mismo número de clases que dio cuando ejectuo la clasificación supervisada (vea la tabla 6.15)


Escriba el nombre Clust para Output Taster Map. Selecciones Show y dé click a OK


Aceptte los valores por defecto de la caja de diálogo Display Options, el mapa será desplegado.


Desplieque el mapa producido usando el método de clasificación supervisda (Boxclas) y compara los resultados.


Cierre las ventas mapa cuando haya finalizado el ejercicio.








Realice otra clasificación usando el método de Minimun Distance con umbral de 50. Compare estos resultados con el mapa clasificado por el método del paralelepípedo.


Cierre la ventana-mapa cuando haya finalizado el ejercicio.








En el catálogo dar doble clic en Spotb3, aparece la caja de diálogo DISPLAY-OPTION-RASTER MAP.


En la caja de diálogo DISPLAY-OPTION-RASTER MAP dar clic en el botón CREATE REPRESENTATION. Se abre la caja de diálogo CREATE REPRESENTATION.


En la caja de diálogo CREATE REPRESENTACTION digite “Piecenise” para el nombre de la representación y aceptar el parámetro por defecto “Image# Domain y dar clic en OK. Se abre el editor de valor de representación.


Crear una representación con los siguientes límites y colores:


255 (lawn green)


  68 (forestgreen)


  60 (midnight blue)


    0 (cián)





Asegúrese que entre dos límites, se selecciona el método “Stretch” de coloreo y se incrementan los pasos de estiramiento a 10.


 Cerrar el editor de valores de representación y regrese a la caja DISPLAY OPTION-RASTER MAP.


Clic OK. Para desplegar el mapa.


Comparar el mapa resultado con el mapa “rebanado” creadp en le ejercicio previo y cerrar  ambas ventanas sde mapa cuando ha terminado.





� INCRUSTAR PBrush  ���





� INCRUSTAR PBrush  ���








